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멀티 브랜치 네트워크 구조 탐색을 사용한 구름 영역 분할

정치윤 1)·문경덕 1)·김무섭 1)*

Semantic Segmentation of Clouds Using Multi-Branch 
Neural Architecture Search

Chi Yoon Jeong 1)·Kyeong Deok Moon 1)·Mooseop Kim 1)*

Abstract: To precisely and reliably analyze the contents of the satellite imagery, recognizing the clouds
which are the obstacle to gathering the useful information is essential. In recent times, deep learning
yielded satisfactory results in various tasks, so many studies using deep neural networks have been
conducted to improve the performance of cloud detection. However, existing methods for cloud detection
have the limitation on increasing the performance due to the adopting the network models for semantic
image segmentation without modification. To tackle this problem, we introduced the multi-branch neural
architecture search to find optimal network structure for cloud detection. Additionally, the proposed
method adopts the soft intersection over union (IoU) as loss function to mitigate the disagreement between
the loss function and the evaluation metric and uses the various data augmentation methods. The
experiments are conducted using the cloud detection dataset acquired by Arirang-3/3A satellite imagery.
The experimental results showed that the proposed network which are searched network architecture
using cloud dataset is 4% higher than the existing network model which are searched network structure
using urban street scenes with regard to the IoU. Also, the experimental results showed that the soft IoU
exhibits the best performance on cloud detection among the various loss functions. When comparing the
proposed method with the state-of-the-art (SOTA) models in the field of semantic segmentation, the
proposed method showed better performance than the SOTA models with regard to the mean IoU and
overall accuracy.
Keywords: Cloud detection, Neural architecture search, Multi-branch network, Satellite imagery

요약: 인공위성이촬영한영상의내용을정확하게분석하기위해서는영상에존재하는구름영역을정확하게

인지하는것이필요하다. 최근다양한분야에서딥러닝(deep learning) 모델이뛰어난성능을보여줌에따라구

름영역검출을위해딥러닝모델을적용한방법들이많이제안되고있다. 하지만현재구름영역검출방법들
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1. 서론

현재수천개의인공위성이지구궤도를돌면서매일

수백테라바이트(terabytes)의관찰영상데이터를생성

하고있다(Buttar and Sachan, 2022). 인공위성의관찰영

상 데이터는 기후 변화와 자연재해의 분석, 식생 모니

터링, 객체검출, 변화탐지등의다양한응용분야에활

용될수있지만사람이수작업으로분석하기에는한계

가 있다(Buttar and Sachan, 2022). 따라서, 방대한 양의

위성영상데이터를자동으로분석할수있는영상분석

방법이필요하다. 하지만, 위성영상은평균적으로지표

면의 67%가 구름으로 가려져 있으며(Mohajerani and

Saeedi, 2020), 이는 영상분석 방법의 성능을 저하하는

주요 원인이 된다. 따라서, 위성영상 데이터를 효과적

으로분석하기위해서는영상에존재하는구름영역을

정확히검출하는과정이필요하다. 이를위해위성영상

에서구름영역을탐지하기위한다양한연구들이진행

되었다(Zhu et al., 2015; Qiu et al., 2017; Wei et al., 2020;

Liu et al., 2022; Byeon et al., 2022; Kim et al., 2022; Kang et

al., 2022).

위성영상에서구름영역을탐지하는방법은전통적

인특징기반방법과딥러닝(deep learning) 기반방법으

로구분할수있다. 전통적인특징기반방법은구름영

역이가지는색상, 형태, 텍스쳐(texture), 반사도등의특

징을정의한후이를기반으로구름영역을분류하였다.

구름 영역을 분류하는 방법으로는 임계값 기반 방법

(Zhu et al., 2015; Qiu et al., 2017)과 support vectormachines,

random forest등의기계학습알고리즘을사용하는방법

(Wei et al., 2020; Liu et al., 2022; Byeon et al., 2022)이있다.

하지만이런방법들은배경이나영상속객체가구름과

비슷한특징을가지는복잡한장면에서성능이떨어지

는문제가있다.

다양한분야에서딥러닝모델들이기존의전통적인

특징기반방법의성능을뛰어넘는좋은결과를보여줌

에따라(Li et al., 2022; Seo and Jung, 2023; Jeong et al., 2023)

구름영역검출을위해딥러닝모델을적용한방법들이

많이 제안되고 있다. 딥러닝 기반 구름 영역 탐지 방법

들은심층신경망을사용하여영상의픽셀단위로범주

를 분류하는 의미 영역 분할 방법을 기반으로 한다. 대

표적으로사용되는딥러닝모델은U-Net (Ronneberger et

al., 2015)이며, U-Net은 입력 영상에 합성곱(convolution)

을적용하여특징을인코딩(encoding)하고풀링(pooling)

을 통하여 특징 차원(feature dimension)을 점차 축소한

후, 다시 업샘플링(upsampling) 과정을 통하여 특징 차

원을 확장하면서 의미 영역을 분류하게 된다. U-Net을

기반으로 다양한 구름 영역 탐지 방법들(Zhang et al.,

2020; Buttar and Sachan, 2022)이제안되었지만, U-Net은

단일해상도를사용하여영상의컨텍스트(context) 정보

를충분히반영하지못하는단점이있다.

최근의미영역분할분야에서영상의컨텍스트정보
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은의미영역분할방법의네트워크구조를그대로사용하여구름검출성능을향상하는데는한계가있다. 따

라서본논문에서는구름검출데이터세트에다중브랜치네트워크구조탐색을적용하여구름영역검출에

최적화된네트워크모델을생성함으로써구름검출성능을향상하는방법을제안한다. 또한구름검출성능을

향상하기위하여의미영역분할모델의학습단계와평가단계의평가기준불일치를해소하기위해제안된

soft intersection over union (IoU) 손실함수를사용하고, 다양한데이터증강방법을적용하여학습데이터를증

가시켰다. 본논문에서제안된방법의성능을검증하기위하여아리랑위성 3/3A호에서촬영한영상으로구성

된구름검출데이터세트를사용하였다. 먼저제안방법과의미영역분할데이터세트에서탐색된기존네트

워크모델의성능을비교하였다. 실험결과, 제안방법의 mean IoU는 68.5%이며, 기존모델보다 mIoU 측면에

서 4%의높은성능을보여주었다. 또한 soft IoU 손실함수를포함한다섯개의손실함수를적용하여손실함

수에따른구름검출성능을분석하였으며, 실험결과본연구에서사용한 soft IoU 함수가가장좋은성능을보

여주었다. 마지막으로의미영역분할분야에서활용되는최신네트워크모델과제안방법의구름검출성능을

비교하였다. 실험결과, 제안모델이의미영역분할분야의최신모델들보다mIoU와정확도측면에서더나은

성능을보여주는것을확인하였다.

주요어: 구름검출, 네트워크구조탐색, 멀티브랜치네트워크, 위성영상



를충분히활용하기위해다중해상도를활용하는멀티

브랜치(multi-branch) 기반의 의미 영역 분할 모델들이

제안되고있다(Hong et al., 2021; Yu et al., 2021; Lee et al.,

2022). 멀티브랜치기반의의미영역분할모델들은낮

은해상도를처리하는브랜치를통하여영상의컨텍스

트정보를추출하고, 상대적으로높은해상도를처리하

는브랜치에서영상의세부정보를추출하여통합함으

로써 처리 속도의 저하 없이 의미 영역 분할 성능을 향

상할 수 있는 장점이 있다. 하지만 다양한 범주의 의미

영역을분류하는기존딥러닝모델을구름영역검출태

스크(task)에적용하여최적의성능을내기위해서는기

존 모델의 네트워크 구조 및 하이퍼 파라미터(hyper-

parameters)의수정이필요하며, 이과정에서많은시간

과노력이필요한문제가있다.

이와같은문제를해결하기위하여 neural architecture

search (NAS)에 관한 연구들이 진행되고 있다(Liu et al.,

2018; Chu et al., 2020). NAS는 주어진 문제를 해결하기

위한최적의네트워크구조를자동으로탐색하는방법

으로, 의미 영역 분할 방법에도 멀티 브랜치 탐색이 가

능한 NAS방법이적용되어뛰어난성능을보여주었다

(Chen et al., 2020). NAS를적용하면네트워크모델의성

능향상을위해네트워크구조를모델링하고검증하는

시간을줄일수있는장점이있다. 특히, 구름과같이형

태와크기가다양하고경계영역이복잡한경우기존의

미영역분할모델을적용하면성능향상이제한적이며,

성능향상을위한네트워크모델링에많은시간이소요

되는문제가있다.

따라서 본 연구에서는 멀티 브랜치 탐색이 가능한

NAS를활용하여구름영역을검출하는방법을제안하

였다. 먼저 NAS를 사용하여 구름 영역 검출에 최적화

된 네트워크 모델을 생성하였다. 이후 의미 영역 분할

의 특성을 반영한 손실 함수 및 데이터 증강 방법을 활

용하여구름검출모델의성능을향상하였다. 마지막으

로제안방법과다양한딥러닝기반모델들의성능을비

교 분석하였다. 실험 결과, 위성영상 데이터 세트에 멀

티 브랜치 기반 NAS를 적용한 제안 방법이 기존 의미

영역분할분야에서활용되는최신네트워크모델보다

더개선된성능을보여주는것을확인하였다.

2. 연구 방법

2.1. 멀티 브랜치 NAS 기반 의미 영역 분할 모델

의미영역분할분야에서멀티브랜치탐색이가능한

NAS를 적용한 대표적 방법으로 FasterSeg (Chen et al.,

2020)이 있다. FasterSeg은 의미 영역 분할에 최적화된

네트워크 모델을 찾기 위하여 먼저 Fig. 1과 같은 슈퍼

네트워크를구성하였다. 슈퍼네트워크는입력영상의

차원을줄이면서합성곱을수행하는 3개의고정된스템

(stem)과 다른 해상도에서 분석된 특징 맵(map)을 통합

하여의미영역을분류하기위한헤드(head) 및 L개계층

을 가지는 방향 비순환 그래프(directed acyclic graph)로

구성된다.

방향비순환그래프는 L개계층, 3개해상도에존재하

는 셀(cell)과 에지(edge)로 구성된다. Fig. 2(a)와 같이 셀

과 셀을 연결하는 에지는 합성곱, 확대 합성곱(zoomed

convolution), 잔차연결(skip connection) 등의다양한연

산으로구성된다. 네트워크모델을탐색하는동안에지

는 각각의 연산에 대한 확률값을 가지게 되며, 탐색이

끝나면소프트맥스(softmax)를사용하여최댓값을가지

는 연산을 선택하게 된다. 또한 FasterSeg에서는 각 연

산이 가지는 채널 수를 탐색할 수 있도록 하였으며, 이

멀티 브랜치 네트워크 구조 탐색을 사용한 구름 영역 분할

– 145 –

Fig. 1.  Structure of super network for multi-resolution branching search.



때 탐색할 수 있는 채널의 범위는 기본값에 확장 비율

을곱하여계산된다. 셀은 Fig. 2(b)와같이서로완전히

연결되어 있지 않고 현재 셀과 같은 해상도(다운 샘플

링 비율: s)와 더 높은 해상도(다운 샘플링 비율: s/2)의
셀과연결되어이전계층셀들의출력값을입력으로받

으며, 현재해상도와더낮은해상도(다운샘플링비율:

2s)의출력값을생성하여다음계층으로전달하게된다.

따라서, 다운샘플링비율 s, 현재계층 l에존재하는셀

의입력은다음식(1)과같이정의된다(Chen et al., 2020).

—Is,l = β0
s,l

–Οs/2→s,l–1 + β1
s,l

–Οs→s,l–1                  (1)

위의식에서 β는이전계층의출력값에대한가중치

를의미한다. 셀의출력값은다음의식(2), (3)과같이정

의된다(Chen et al., 2020).

–Οs→s,l = αk
s,l Οk

s→s,l (I-s,l, γj
s,l, stride = 1)           (2)

–Οs→2s,l = αk
s,l Οk

s→2s,l (I-s,l, γj
s,l, stride = 2)          (3)

α는 각연산에대한가중치를의미하며, γ는현재연

산에대해서샘플링되는채널의확장비율을의미한다.

네트워크를탐색하는동안에각셀에서는모든연산에

대한 α, γ 값과이전계층의출력값에대한 β를업데이트

하며, 최종적으로 가장 큰 값을 선택하여 연산의 종류

와채널의수, 연결할이전계층의셀을선택하게된다.

FasterSeg은 Fig. 1과같이다운샘플링비율이각각 8,

16, 32인 3개의브랜치가존재하며, 네트워크구조탐색

을통해 1개이상의브랜치로구성된멀티브랜치네트

워크구조를생성할수있다. 만약 2개의브랜치로구성

된네트워크를생성할때, 선택할수있는브랜치는 {8,

16}, {8, 32}, {16, 32} 등 3개의다운샘플링비율조합이

가능하다. 따라서, 다양한 브랜치의 조합 중 최적의 조

합을선택하기위해서는정확도와처리속도를모두고

려한아래식(4)를사용하였다.

Target(m) = Accuracy(m) × [ ]
w

      (4)

m은탐색된네트워크구조에서 2개의브랜치로구성

된네트워크모델을의미하며, ω는처리속도에대한가

중치를의미한다. ω가음의값을가지기때문에네트워

크 모델의 처리 시간(latency)이 목표 처리 시간(T)보다

적었을 때 높은 값을 가지게 된다. 이를 통해 네트워크

모델의정확도와처리속도를고려한최적의모델을선

택할수있다.

2.2. 의미 영역 분할을 위한 손실 함수

딥러닝 기반 의미 영역 분할 모델에서 손실 함수는

검출 성능에 영향을 미치는 주요한 요소 중 하나이며,

일반적으로교차엔트로피(cross entropy, CE)를많이사

용하고있다. 하지만의미영역분할모델을학습한후,

모델의성능을평가할때는 intersection over union (IoU)

를평가기준으로사용하여학습에서의성능과일치하

지 않는 문제점이 있다. 이를 해결하기 위해서 의미 영

역분할모델을학습하는과정에서모델의성능평가기

준인 IoU를반영할수있는 soft IoU손실함수(Huang et

al., 2020)가제안되었다. Soft IoU손실함수는다음식(5)

와같이정의된다(Huang et al., 2020).

| Ο |
∑
k=1

| Ο |
∑
k=1

Latency(m)
T
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Fig. 2.  Illustration of a connection between cells. (a) Search space for the connection. (b) Structure
of the connection between cells.



Soft IoU =         (5)

위의식에서 V는모든픽셀의집합을의미하며, C는
범주의집합을의미한다. pic는픽셀 i가범주 c로예측될

확률을의미하며, p*
ic는픽셀 i가범주 c에포함될확률을

의미한다.

2.3. 데이터 증강 방법

데이터증강방법은적은양의데이터로부터변형이

나생성을통하여학습데이터의양을늘리는방법으로,

학습 모델의 과적합(overfitting)을 방지하고 성능을 향

상할수있다(Yun et al., 2019; Jeong et al., 2021). 특히구

름 검출 데이터 세트의 경우 데이터 양이 적기 때문에

데이터 증강 방법의 적용이 필수적이다. 따라서, 본 연

구에서는넓은면적에서특정객체의영역이작고모양

의변화가심한구름영상의특성을반영하여학습과정

에서랜덤플립(random flip), 랜덤스케일(random scale),

랜덤로테이션(random rotation), 랜덤크롭(random crop)

등의데이터증강방법을적용하였다.

랜덤플립은영상의좌우또는상하를반전시키는방

법으로본연구에서는좌우를반전시키는방법을사용

하여새로운데이터를생성하였다. 랜덤스케일은영상

의크기를변경하는방법으로사전에설정된다수의스

케일 값 중 하나를 선택하여 해당 스케일만큼 확대 또

는축소된영상을생성하였다. 랜덤로테이션은랜덤하

게샘플링된각도만큼영상을회전하는방법으로본연

구에서는사전에설정된회전각도중하나를선택하여

영상을회전하는방법을사용하였다. 랜덤크롭은영상

에서랜덤하게선택된위치에서설정된영역크기만큼

의 영상을 추출하는 방법이다. 이와 같은 데이터 증강

방법을사용하면학습시새로운샘플영상이생성되어

학습모델의일반화성능을향상할수있다.

2.4. CloudNAS

본연구에서는멀티브랜치탐색이가능한NAS알고

리즘을 구름 영역의 특성을 반영할 수 있게 구름 영역

검출태스크에적용하였으며, 구름검출데이터세트를

사용하여탐색된네트워크모델을 CloudNAS로정의하

였다. CloudNAS는 기존의 FasterSeg 모델과 다르게 구

름영역검출데이터세트를활용하여최적의네트워크

모델을 탐색하였으며, 성능 개선을 위하여 soft IoU함

수 및 본 연구에서 제안한 데이터 증강 방법들을 사용

하였다.

3. 실험 설계

3.1. 연구자료

본 연구에서 제안하는 구름 영역 검출 방법의 성능

분석을 위하여 위성영상 객체 판독 데이터 세트 중 구

름검출데이터세트(National Information Society Agency

AI Hub, 2020)를사용하였다. 본연구에서사용한구름

검출데이터세트는우리나라고해상도위성인아리랑

위성 3/3A호에서촬영한영상으로구성되어있다. 아리

랑위성 3/3A의 위성영상 해상도는 각각 2.8 m와 2.2 m

이며, 상세한정보는 Table 1과같다. 촬영영상은적색,

녹색, 청색 등 3개의 색상 채널과 한 개의 근적외선 채

널로 구성된다. 본 연구에서는 기존 의미 영역 분할 방

법들과의객관적인성능비교를위해기존모델들이주

로 사용한 3개의 색상 채널만을 입력으로 사용하였다.

구름검출데이터세트에서구름영역은청천(clear), 짙

은구름(thick cloud), 옅은구름(thin cloud), 구름그림자

(cloud shadow) 등 4개범주로구분하였다. 또한구름검

∑i∈V pic · p*
ic

∑i∈V pic + p*
ic – pic · p*

ic

∑
c

1
| C |
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Table 1.  Summary of Arirang 3/3A sensors (Yeom et al.,
2018)

Characteristic Arirang 3 Arirang 3A
Orbit altitude 685 km 528 km
Inclination 98.1° 98.1°

Sensor AEISS AEISS-A

Ground sample
distance

Pan: 0.7 m
MS: 2.8 m

Pan: 0.55 m
MS: 2.2 m
IR: 5.5 m

Spectral bands

Pan: 450–900 nm
Blue: 450–520 nm

Green: 520–600 nm
Red: 630–690 nm
NIR: 760–900 nm

Pan: 450–900 nm
Blue: 450–520 nm

Green: 520–600 nm
Red: 630–690 nm
NIR: 760–900 nm

MWIR: 3300–5200 nm

Radiometric
resolution 14 bit 14 bit

AEISS: Advanced Earth Imaging Sensor System, Pan: Panchromatic,
MS: Multi-spectral, IR: Infrared, NIR: Near infrared, MWIR:
Medium wavelength infrared.



출데이터세트는데이터의다양성을위하여농경지, 도

심지, 초지, 습지등다양한지면에존재하는구름데이

터로구성되어있다.

구름검출데이터세트의원본영상은약 6,000 × 6,000

의해상도를가지며, 학습데이터 131장, 검증데이터 32

장으로 구성되어 있다. 구름 검출을 위한 딥러닝 모델

은입력영상의해상도가높을수록처리시간과메모리

사용량이급격히증가하기때문에본연구에서는원본

영상들을겹치지않게 1,920 × 1,920 크기로분할하여총

942장을 생성하였다. 생성된 영상 데이터들은 기존 연

구들(Demir et al., 2018; Li et al., 2021)의학습데이터분

할비율을참고하여학습데이터세트 531장, 검증데이

터 세트 240장, 테스트 데이터 세트 171장으로 분할하

였다. Fig. 3은본연구에서사용한구름영상데이터및

라벨링(labelling) 데이터의 예제를 나타낸다. 라벨링 데

이터에서적색, 녹색, 황색, 흑색은각각짙은구름, 옅은

구름, 구름그림자, 청천을의미한다.

3.2. 성능 평가 방법

구름 영역의 검출 성능을 평가하기 위한 척도로 범

주별 IoU를 사용하였다. 짙은 구름 범주에 대한 IoU는

실제 짙은 구름 픽셀 또는 딥러닝 모델이 짙은 구름으

로 분류한 픽셀 중에서 실제 짙은 구름이면서 딥러닝

모델에의해짙은구름으로분류된픽셀의비율을의미

한다. 특정범주 c에대한 IoU는다음식(6)을사용하여

계산된다.

IoUc =                       (6)

IoU이외에도전체픽셀중해당범주로바르게분류

된픽셀의비율을의미하는전체정확도(overall accuracy)

와각범주의 IoU평균값을의미하는 mean IoU를성능

평가기준으로사용하였다.

3.3. 네트워크 모델 학습

NAS는해당태스크에맞는최적의네트워크모델을

탐색하는과정과탐색된네트워크모델을사용하여학

습하는과정으로구성된다. 네트워크모델을탐색하는

과정은 슈퍼 네트워크의 가중치를 학습하는 사전학습

단계와네트워크구조를탐색하는과정으로구성된다.

사전학습과정에서반복훈련횟수(epoch)는 20, 네트워

크 구조 탐색 과정에서 epoch은 30을 사용하고, 반복

(iteration)은모두 400으로설정하였다. 슈퍼네트워크의

가중치를 학습하는 과정에서 optimizer는 stochastic

gradient descent (SGD) (학습률: 2 × 10–2, 학습감소율: 5 ×
10–4, 모멘텀: 0.9)를 사용하였으며, 네트워크 구조를 탐

색하는 과정에서는 학습률만 10–2로 변경하였다. 학습

비율(learning rate)의 스케쥴링을 위해 epoch마다 지수

TPc

FPc + TPc + FNc
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Fig. 3.  Example images of the cloud detection dataset.



적으로감소하는지수학습비율감소(exponential learning

rate decay) 방법을사용하였으며, 감소율(γ)은 0.978로설

정하였다.

네트워크모델을탐색하는과정에서셀과셀사이를

연결하는 에지의 연산으로는 잔차 연결, 합성곱(필터

크기: 3), 확대합성곱(필터크기: 3), 합성곱 2회반복(필

터 크기: 3), 확대 합성곱 2회 반복(필터 크기: 3) 등 5개

를 사용하였다. 확대 합성곱은 입력 특징 맵의 크기를

축소하여합성곱을적용한후계산된특징맵의크기를

원래 크기로 보간(interpolation)하여 수용영역(receptive

field)이기존합성곱보다크고처리속도가빠른장점이

있다. 슈퍼네트워크를구성하는네트워크계층의수는

16, 채널확장의기본값은 12를사용하였다.

탐색된네트워크모델을사용하여학습하는과정에

서 epoch과 iteration은각각 600과 300으로설정하였다.

Optimizer는 SGD (학습률: 10–2, 학습 감소율: 5 × 10–4,

모멘텀: 0.9)를 사용하였으며, 배치(batch) 사이즈는 12

로 설정하였다. 제안 방법은 네트워크 학습을 위한 손

실 함수로 soft IoU를 사용하였다. 또한 판단이 어려운

샘플을 더 많이 샘플링하는 online hard example mining

(OHEM)을 적용한 CE 손실(Shrivastava et al., 2016), 초

점손실(focal loss) (Lin et al., 2017), 재현손실(recall loss)

(Tian et al., 2021), CE손실 등 다양한 손실 함수를 적용

하여제안방법과성능을비교하였다.

학습데이터는데이터증강방법을적용하고색상의

평균값(적색: 0.485, 녹색: 0.456, 청색: 0.406)과표준편차

(적색: 0.229, 녹색: 0.224, 청색: 0.225)를사용하여정규화

한후, 960 × 960 해상도로크기를변경하여네트워크모

델의 입력으로 사용하였다. 데이터 증강 방법 중 랜덤

플립은 랜덤 샘플링된 확률값이 설정된 임계값(0.5)보

다 큰 경우 좌우로 반전시키는 방법을 적용하였다. 기

존 연구(Huang et al., 2020)에서는 3개 스케일(0.75, 1.0,

1.25) 중하나를선택하는랜덤스케일을사용하였다. 하

지만 구름의 경우 형태 변화가 매우 크기 때문에 본 연

구에서는기존스케일값에 0.5와 1.5를추가하여 5개의

값을사용하였다. 랜덤로테이션이랜덤샘플링된확률

값으로설정된임계값(0.5)보다큰경우사전정의된회

전각도(90도, 180도, 270도) 중하나를선택하여영상을

회전하였다. 랜덤크롭은랜덤하게선택된위치에서사

전정의된크기(960 × 960)만큼의영역을추출하여데이

터를생성하였다.

3.4. 구름 검출 성능 비교 방법

NAS통해 탐색 된 구름 검출 모델의 성능을 확인하

기 위해서는 의미 영역 분할 분야에서 활용되는 다양

한 모델들과의 성능 비교가 필요하다. 이를 위하여 다

양한 의미 영역 분할 모델들의 성능을 비교할 수 있는

MMSegmentation (MMSegmentation, 2020)을사용하였다.

MMSegmentation은 fully convolutional network (FCN)

(Long et al., 2015)부터 최근 연구되고 있는 트랜스포머

(transformer) 기반의네트워크모델까지동일한프레임

워크(framework)에서성능비교가가능한장점이있다.

본 연구에서는 구름 의미 영역 분할 분야에서 많이 활

용되는 DeepLabV3+ (Chen et al., 2018), OCRNet (Yuan

et al., 2020), BiSeNetV2 (Yu et al., 2021), short-term dense

concatenation (STDC) (Fan et al., 2021), SegFormer (Xie et

al., 2021) 등 5개모델을사용하여제안모델과의성능을

비교하였다. 각 방법은 모두 optimizer로 SGD (학습률:

10–2, 학습감소율: 5 × 10–4, 모멘텀: 0.9)를사용하였으며,

학습비율의경우다항식을사용하여감소시키는방법

(파워: 0.9, 학습 비율 최솟값: 1 × 10–4)을 사용하였다.

배치 사이즈는 모든 방법에 대해 8로 설정하였으며,

iteration의경우 SegFormer는 16 × 104으로설정하고, 나

머지 방법은 8 × 104으로 설정하여 사용하였다. 데이터

증강 방법은 제안 방법과 비교 방법 모두 동일하게 적

용하였다.

제안방법은 PyTorch프레임워크를사용하여구현하

였으며, 성능 비교를 위한 실험은 듀얼 Intel Xeon 6258

CPU와 A40 GPU 8개가 장착된 리눅스 서버(운영체제:

Ubuntu 20.04)에서 수행하였다. MMSegmentation 프레

임워크는기본설정값들이 GPU 4개에맞춰져있어서,

비교방법들을학습할때는GPU 4개를사용하였다.

4. 연구결과 및 토의

4.1. 구름 검출을 위한 네트워크 탐색 결과

본연구에서구름검출데이터세트에NAS를적용하

여탐색한네트워크모델(CloudNAS)과의미영역분할

을위한데이터세트에적용하여탐색된네트워크모델
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(FasterSeg)의구조는 Fig. 4와같다. Fig. 4를보면 FasterSeg

의경우다운샘플링비율이 16과 32인브랜치를사용하

여 네트워크를 구성한데 반하여, CloudNAS는 다운 샘

플링 비율이 8과 32인 브랜치를 사용하여 네트워크를

구성하였다. 또한, FasterSeg은네트워크의초기단계에

서 브랜치의 분기가 이루어지는데 반하여, CloudNAS

는네트워크의후기단계에서브랜치의분기가이루어

지는것을확인할수있다. CloudNAS가기존모델보다

높은해상도를사용하여특징을추출하는것은구름의

경우의미영역분할데이터세트의일반적인객체들과

Korean Journal of Remote Sensing, Vol. 39, No. 2, 2023

– 150 –

Fig. 4.  Neural architecture search results. (a) Network structure of FasterSeg. (b) Network structure of CloudNAS.

Table 2.  Detailed network structure of FasterSeg
Cell Operator s c Cell Operator s c

1 zoomed conv. 8 96 1 zoomed conv. 8 96
2 zoomed conv. x2 8 96 2 zoomed conv. x2 8 96
3 zoomed conv. x2 8 96 3 zoomed conv. x2 8 96
4 zoomed conv. x2 8 96 4 zoomed conv. x2 8 96
5 zoomed conv. x2 8 96 5 zoomed conv. x2 8 96
6 conv. x2 16 192 6 zoomed conv. x2 8 96
7 zoomed conv. x2 16 192 7 zoomed conv. x2 16 192
8 zoomed conv. 16 192 8 zoomed conv. 16 192
9 zoomed conv. x2 16 192 9 zoomed conv. x2 16 192
10 zoomed conv. x2 16 192 10 zoomed conv. x2 16 192
11 zoomed conv. x2 16 192 11 zoomed conv. x2 16 192
12 zoomed conv. x2 16 192 12 zoomed conv. x2 16 192
13 zoomed conv. x2 16 192 13 zoomed conv. x2 16 192
14 zoomed conv. x2 16 192 14 zoomed conv. x2 16 192
15 zoomed conv. x2 16 192 15 conv. x2 32 384
16 zoomed conv. x2 16 192 16 conv. x2 32 384

Left: cells for branch with downsamping ratio of 16. Right: cells for branch with downsampling ratio of 32. s: downsampling ratio. c: the
number of channels.



달리형태와경계가매우복잡하기때문으로판단된다.

CloudNAS와 FasterSeg의각셀에서사용하는연산은

각각 Table 2, 3과같다. CloudNAS의경우정확도향상을

위하여일반적인합성곱을많이사용한반면, FasterSeg

의 경우 임베디드(embedded) 환경에서의 처리 속도를

고려하여확대합성곱이많이사용되는것을확인할수

있다. 또한 각 합성곱에 사용된 필터의 수를 살펴보면

CloudNAS가기존의 FasterSeg보다더많이사용하는것

을확인할수있다.

4.2. 제안 방법의 구름 검출 성능

구름 검출 성능 비교를 위해 CloudNAS와 FasterSeg

은 모두 구름 검출 데이터 세트를 사용하여 모델을 학

습하였다. 네트워크 모델 학습 과정에서 CloudNAS는

본연구에서제안한 soft IoU손실함수및데이터증강

방법을 적용하였으며, FasterSeg은 기존 연구(Huang et

al., 2020)에서사용한OHEM이적용된 CE손실함수와

데이터증강방법을적용하였다.

CloudNAS와 FasterSeg의구름검출테스트데이터세

트에관한결과는 Table 4와같다. Table 4를살펴보면구

름검출데이터세트를사용하여최적의네트워크구조

를탐색한 CloudNAS가mIoU측면에서기존 FastserSeg

보다 4%의 성능 향상을 보여주었다. 세부적으로 살펴

보면구름그림자, 옅은구름, 짙은구름, 청전범주에서

IoU가각각 6.4%, 5.3%, 1.8%, 1.4% 향상되었으며, 기존

모델이낮은성능을보여주었던범주인구름그림자와

옅은 구름에서 더 높은 성능 향상을 보여주었다. 이와

같은실험결과는데이터세트의특성으로인하여최적

의성능을내는네트워크구조가달라지기때문에타겟

데이터세트를활용하여최적의네트워크구조를탐색

하는것이필요하다는것을의미한다.

Fig. 5는 제안 방법인 CloudNAS와 FasterSeg의 구름
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Table 3.  Detailed network structure of CloudNAS
Cell Operator s c Cell Operator s c

1 conv. 8 96 1 conv. 8 96
2 conv. 8 96 2 conv. 8 96
3 conv. 8 96 3 conv. 8 96
4 conv. 8 96 4 conv. 8 96
5 conv. 8 96 5 conv. 8 96
6 conv. 8 96 6 conv. 8 96
7 conv. 8 96 7 conv. 8 96
8 conv. 8 96 8 conv. 8 96
9 conv. 8 96 9 conv. 8 96
10 conv. 8 96 10 conv. 8 192
11 conv. 8 96 11 conv. x2 16 192
12 conv. 8 96 12 conv. x2 16 192
13 zoomed conv. 8 96 13 zoomed conv. 16 192
14 conv. 8 96 14 conv. 16 192
15 conv. 8 96 15 conv. 32 384
16 conv. 8 96 16 conv. 32 384

Left: cells for branch with downsampling ratio of 8. Right: cells for branch with downsampling ratio of 32. s: downsampling ratio. c: the
number of channels.

Table 4.  Quantitative evaluation results of the CloudNAS and FasterSeg

Method
IoU (%) mIoU

(%)
Accuracy

(%)Clear Thick cloud Thin cloud Cloud shadow
FasterSeg 92.05 80.71 23.45 62.96 64.79 91.28

CloudNAS 93.40 82.49 28.75 69.35 68.50 92.49



검출 결과 영상을 나타낸다. Fig. 5를 살펴보면 제안 방

법이 FasterSeg보다 더 정확하게 구름 영역을 탐지하는

것을 확인할 수 있다. 특히 정량적인 결과와 같이 제안

방법이옅은구름을더정확하게검출하는것을확인할

수있다.

손실 함수는 구름 검출 모델의 성능에 영향을 미치

는 주요한 요소 중 하나이기 때문에 본 연구에서는

CloudNAS에 다양한 손실 함수를 적용하여 성능을 비

교하였다. 손실 함수에 따른 CloudNAS모델의 성능은

Table 5와같다. Table 5를살펴보면본연구에서사용한

soft IoU손실함수가mIoU와정확도측면에서가장좋

은성능을보여주었다. 또한범주불균형을고려하기위

해서 제안된 초점 손실, OHEM기반 CE손실 함수 등

이 CE손실함수보다mIoU측면에서는더낮은성능을

보여주었다. 실험 결과를 보면 구름 검출을 위하여 최

적의네트워크모델을탐색하는것과함께최적의손실

함수를찾는것도중요하다는것을확인할수있다.

4.3. 기존 방법과의 구름 검출 성능 비교

의미영역분할분야에서많이활용되는 5개모델과

제안 방법의 성능은 Table 6과 같다. 의미 영역 분할 분

야에서 가장 중요한 성능 지표인 mIoU측면에서 성능

을 살펴보면 제안 방법이 의미 영역 분할 분야에서 가

장 최신 모델인 트랜스포머 기반의 SegFormer에 비해
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Fig. 5.  Visual results of the CloudNAS and FasterSeg.

Table 5.  Quantitative evaluation results of the CloudNAS according to the loss function

Loss function
IoU (%) mIoU

(%)
Accuracy

(%)Clear Thick cloud Thin cloud Cloud shadow
CE 92.63 82.70 24.69 67.10 66.78 91.95

OHEM-CE 92.31 82.22 24.53 66.57 66.41 91.68
Focal loss 92.79 80.84 24.33 64.08 65.55 91.97
Recall loss 90.05 79.62 27.26 59.24 64.04 89.41
Soft IoU 93.40 82.49 28.75 69.35 68.50 92.49



더나은성능을보여주는것을확인할수있다. 이는데

이터세트에최적화된네트워크를탐색하는것이딥러

닝 모델의 성능 향상에 중요한 요소임을 의미한다.

SegFormer의 경우 모델의 크기에 따라서 B0부터 B5의

모델로구분되는데, 가장작은모델인 B0와가장큰모

델인 B5의 성능 차이가 크지 않는 것을 알 수 있다. 이

는 구름 검출 학습 데이터의 양이 적어서 모델 규모가

큰 SegFormer-B5의성능향상이제한되는것으로판단

된다.의미 영역 분할 분야에서 실시간 처리를 위해 속

도에 초점을 둔 STDC, BiSeNetV2 모델과 정확도에 초

점을 둔 DeepLabV3+, OCRNet 모델을 비교하면 정확

도에초점을둔DeepLabV3+, OCRNet모델들이 5% 이

상의높은성능을보여주었다.

5. 결론

본연구에서는멀티브랜치탐색이가능한NAS를적

용하여구름검출방법의성능을향상하는방법을제안

하였다. 이를 위해서 의미 영역 분할 분야에 적용된

NAS모델을기반으로손실함수와데이터증강방법을

개선하여구름검출데이터세트에서최적의네트워크

모델을 탐색할 수 있도록 하였다. 본 연구에서는 의미

영역분할모델의성능을평가할때활용되는 IoU를학

습과정에적용할수있도록수정한 soft IoU함수를손

실함수로사용하였다. 또한인공위성에서촬영한구름

영상의경우매우다양한형태를가지기때문이이를고

려하기위하여랜덤플립, 랜덤스케일, 랜덤로테이션,

랜덤크롭등의다양한데이터증강기법을적용하였다.

제안된모델의성능을평가하기위하여아리랑위성

3/3A호에서촬영한위성영상으로구성된구름검출데

이터 세트를 사용하였다. 먼저 구름 검출 데이터 세트

에 제안 방법을 적용하여 탐색한 네트워크 모델인

CloudNAS와 의미 영역 분할 데이터 세트에서 탐색 된

최적의네트워크모델인 FasterSeg과정량적, 정성적성

능을비교하였다. 실험결과 CloudNAS는 FasterSeg보다

mIoU측면에서 4%의성능향상을보여주었으며, 정성

적인결과에서도기존모델이잘검출하지못하던옅은

구름을 잘 검출하는 것을 보여주었다. 또한 CloudNAS

모델에CE손실, 초점손실등 5개손실함수를적용하여

손실함수에따른구름검출성능을비교하였다. 실험결

과본연구에서사용한 soft IoU손실함수가mIoU와정

확도 측면에서 가장 좋은 성능을 보여주었으며, CE손

실함수가두번째로좋은성능을보여주었다. 마지막으

로제안방법의성능을확인하기위해의미영역분할분

야에서 활용되는 DeepLabV3+, OCRNet, SegFormer 등

5개모델과의성능을비교하였다. 실험결과제안모델

이의미영역분할분야의가장최신모델인 SegFormer

보다 더 나은 성능을 보여주었으며, 이를 통하여 데이

터세트에최적화된네트워크를탐색하는것이딥러닝

모델의성능향상에중요한요소임을확인하였다.

본연구에서사용한구름데이터세트는적색, 녹색,

청색등 3개의색상채널과한개의근적외선채널로구

성되어 있다. 하지만, 본 연구에서는 기존 방법과의 객

관적인 성능 비교를 위해 3개의 색상 정보만을 입력으

로사용하였으며, 기존방법에비해성능이개선되는것

을 확인하였다. 따라서 향후 연구에서는 현재 분류 성

능이낮은옅은구름이나구름그림자의검출성능을향
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Table 6.  Quantitative results comparison of state-of-the-art methods

Method
IoU (%) mIoU

(%)
Accuracy

(%)Clear Thick cloud Thin cloud Cloud shadow
DeepLabV3+ 93.72 83.54 29.89 64.27 67.85 92.91

OCRNet 93.55 83.08 30.26 64.92 67.95 92.72
BiSeNetV2 91.11 74.20 24.21 42.90 58.00 90.23

STDC1 92.17 78.32 23.80 55.86 62.54 91.10
STDC2 92.69 76.73 23.20 58.27 62.72 91.38

SegFormer-B0 93.49 82.73 29.79 66.16 68.04 92.68
SegFormer-B5 93.62 82.34 27.88 68.37 68.05 92.75

CloudNAS 93.40 82.49 28.75 69.35 68.50 92.49



상하기위하여근적외선채널정보를통합하여최적의

네트워크구조를탐색할수있도록제안방법을확장할

예정이다.
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