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요  약

인공지능 스스로가 자신을 발 시켜 최 의 문제 해결 방법을 찾는 강화학습은 여러 분야에

서 활용 가치가 높은 기술이다. 특히 게임 분야는 강화학습 인공지능에 문제 해결을 한 가상 

환경을 제공할 수 있다는 장 이 있으며 강화학습 에이 트는 주어진 환경에 한 정보인 측

변수를 사용하여 자신의 상황과 환경에 한 정보를 악하여 환경에 한 문제를 해결한다. 

본 실험에서는 롤 잉 게임의 인스턴트 던  환경을 간략화하여 제작하고 에이 트에게 측

변수  시야에 련된 측변수를 다양하게 설정하 다. 실험 결과 각 설정된 변수들이 학습 

속도에 얼마나 향을 주는지를 악할 수 있었고, 이러한 결과는 롤 잉 게임 강화학습 연

구에 참고할 수 있다. 

ABSTRACT

Reinforcement learning, in which artificial intelligence develops itself to find the best 

solution to problems, is a technology that is highly valuable in many fields. In particular, 

the game field has the advantage of providing a virtual environment for problem-solving 

to reinforcement learning artificial intelligence, and reinforcement learning agents solve 

problems about their environment by identifying information about their situation and 

environment using observations. In this experiment, the instant dungeon environment of 

the RPG game was simplified and produced and various observation variables related to 

the field of view were set to the agent. As a result of the experiment, it was possible to 

figure out how much each set variable affects the learning speed, and these results can 

be referred to in the study of game RPG reinforcement learning.

Keywords : Reinforcement learning(강화 학습), Proximal policy optimization(PPO), Game 

agent(게임 에이 트)
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1. 서  론

사람과 결하는 인공지능은 이 부터 여러 가

지가 있었으나 부분은 유한 상태 기계[1]에 기반

한 모델에 불과했기에 불특정한 상황이 되면 인공

지능이 논리 이지 못한 선택을 하는 경우가 잦았

다. 그러나 2016년 구 의 딥 마인드가 스스로 생

각하고 발 시켜 바둑을 두는 인공지능 알 고를 

개발하 다[2].

이를 기 으로 들에게 인공지능에 한 열

풍이 불었고, 특히 게임 업계에서는 인공지능에게 

가상 환경을 제공하고, 가상 환경에서 최 의 결과

를 낼 수 있는 인공지능 개발을 활발히 진행하고 

있다. 2D 러닝 게임인 쿠키런을 학습한 AI 알 런

[3], 스타크래 트에서 로게이머를 압승해버린 알

스타[4], 블 이드 앤 소울에서는 이어와 

PVP를 하는 수 의 AI를 만들어서 들에게 

경기하는 내용을 공개했다[5].

강화학습의 인공신경망 모델이나 학습 완료한 

인공지능을 실제 용하여 결과를 공개한 경우는 

많지만, 기 하는 성능의 인공지능 모델을 하기 

해 여러 가지 라미터 조 해나가며 많은 시행착

오를 거쳐야 한다. 한, 그 뒤에도 해당 환경을 

학습하기까지 시간이 걸린다는 단 이 있다. 한, 

학습 상의 환경과 조건이 복잡할수록 학습 효율

성은 더욱 낮아진다[6].

강화학습에서의 인공지능은 학습 환경의 상황을 

이해하기 해 변수로 된 배열을 입력받고 계산된 

결과값을 에이 트에게 달한다. 이때 학습 환경

을 이해하기 해 제공되는 변수를 측변수라 한

다. 본 연구에서는 측변수  에이 트의 시야를 

담당하는 부분을 시야 범 와 시야의 집도, 시야 

거리를 다양하게 설정하고, 목표 달성에까지 걸리

는 시간과 그 결과를 분석하여 학습 성능에 미치

는 향을 비교하 다.

이는 게임 내 범용 으로 활용되는 시야 라미

터의 강화학습 내에서의 향력을 보여 으로써 후

속 연구자들이 련 연구를 참조하여 강화학습 

라미터를 최 화하는 데 도움을  수 있다.

2. 련 연구

강화학습은 [Fig. 1] 처럼 에이 트가 어떠한 환

경에 해 Action을 가하면 환경은 변화한 상태와 

행동 결과에 따른 보상을 에이 트에게 제시한다. 

인공신경망은 해당 상태와 얻은 보상을 확인하고 

다음 행동에 한 환경의 상태 변화와 보상을 계

산하여 에이 트가 다음 Action에서 더 좋은 보상

을 얻을 수 있는 방향으로 정책을 발 해 나아간

다.

[Fig. 1] Reinforcement Learning Diagram

본 연구에서는 강화학습 알고리즘으로 Policy 

Gradient(PG)[7]의 생형인 Proximal Policy 

Optimization(PPO)[8]를 이용하 다. PG는 학습을 

진행하여 최 한의 보상을 얻기 한 방법을 찾아 

나가는 정책이다. PG는 주어진 상황에서 기  보

상을 최 로 하는 값을 찾는데, 이때 목표 함수가 

최 화가 되도록 값을 업데이트한다. 하지만 PG에

서 신경망의 가 치와 편향 값의 변화가 정책의 

변화를 일으킬 수 있다[9].

이러한 정책의 변화 문제를 해결하기 해 

TRPO(Trust region policy optimization)[10]가 

등장하 다. TRPO는 목표 함수인 surrogate 

objective를 제안하고 라미터 안정화를 해 이

 Step의 라미터와 재 Step의 라미터 간의 

차이를 구하고 이 차이가 무 크게 되지 않도록 

정책 갱신의 후에 KL(Kullback-Leibler)  

divergence를 사용하여 정책에 제약을 건다. 그러

나 TRPO는 신경망 구조도 복잡하거니와 계산과정
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도 복잡하기에 많은 연산량을 요구한다.

이러한 TRPO의 성능을 유지하면서 단 을 보

완한 PPO가 등장하 다. PPO는 KL divergenct

신 목  손실함수에 clipping을 사용하여 이  정

책에서 크게 변화하지 않도록 최 화를 시도하

다. 한 일정 데이터 샘 을 모아 mini batch를 

형성하고, 이를 여러 번에 걸쳐 경사 하강법을 사

용하여 정책을 안정 으로 업데이트 한다.

3. 실험 환경

3.1 강화학습 환경 구조

강화학습 라이 러리는 Pytorch 라이 러리[11] 

기반인 Stable baselines3[12] 를 사용하 고 학습

하기 한 가상 환경은 게임 제작 엔진인 

Unity[13] 를 사용하여 제작하 다. Unity에서 가

상 환경의 상태를 알려주는 측변수, 에이 트의 

행동 결과에 따른 보상, 환경이 재시작되었을 때 

제공되는 에피소드 기화 정보를 Stable 

baselines3에 달한다. Stable baselines3의 인공

신경망은 Unity로부터 제공받은 정보를 토 로 어

떠한 Action을 취할지 계산하고, 해당 결과를 

Unity에 달하여 Unity 내부의 에이 트에게 

Action 로 움직이게 한다. Python 기반의 Stable 

baselines3은 Unity와 상호 작용하기 해 변수를 

주고받을 수 있도록 소켓 통신 라이 러리인 

ZeroMQ[14] 를 사용하 다. 해당 과정을 이해하기 

쉽도록 [Fig. 2]로 도식화시켰다. 

[Fig. 2] Interaction Flow between Stable Baseline3 

and Unity

3.2 인공신경망 설정

본 연구는 기 이 되는 모델과 조군 부 인

공신경망 구조는 부 같은 것을 사용하 다. 인공

신경망에 측변수를 입력받으면 해당 변수들은 64

개의 인공신경망을 통과하고 다시 64개의 인공신

경망을 통과한 뒤, 세 번째 신경망에서는 256개를 

통과하여 마지막엔 0∼9 사이의 변수  하나를 

출력한다. 에이 트의 훈련은 2만 Step까지 진행하

다.

강화학습에 사용된 알고리즘은 동일한 시야 정

보 환경에서 [Fig. 3], [Fig. 4]와 같이 Advantage 

Actor Critic(A2C) 모델과 PPO 모델을 이용한 사

 실험을 진행하 다.

[Fig. 3] Reward Value Comparison Graph for 

A2C(a) and PPO(b)

[Fig. 4] Episode Length Graph Comparison for 

A2C(a) and PPO(b)

결과 비교를 통해 학습 속도와 수렴 성능이 좋

은 PPO를 학습 모델로 채택하 으며, 인공신경망
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이 다음 행동을 결정하기 한 세부 조  내용인 

하이퍼 라미터는 [Table 1]에 표시하 다.

[Table 1] Hyperparameters in Reinforcement 

Learning

Name Value Description

learning_rate
3e-4 ∼ 

1e-10

Learning intensity 

control

n_steps 2048
Number of steps 

for policy renewal

batch_size 64 Divided data size

n_epochs 10
Number of learning 

episode

gamma 0.99
Discount factor for 

future rewards

gae_lambda 0.95
Present value 

estimate coefficient

clip_range 0.2
Range of policy 

updates

ent_coef 0.0 Entropy coefficient

vf_coef 0.5
Factors for loss 

calculations

max_grad_norm 0.5
Maximum gradient 

of policy updates

기본 인 하이퍼 라미터는 Stable baseline3에

서 기본 제공하는 변수로 설정하 으나 경사 하강

법에 따른 학습 강도 조  변수인 learning_rate는 

깃값을 0.0003으로 시작하여 학습이 끝나는 지

인 2만 Step에서는 1e-10에 도달하도록 감소시켰

다.

3.3 학습 환경

학습 환경은 RPG 게임에서의 표 으로 사용

되는 던  형태를 간략하게 압축시켜 가상 환경화 

시켰다. 가상 학습 환경의 목 은 다음과 같다. 먼

 생성된 일반 몬스터를 40% 이상 잡으면 간 

보스를 막는 벽이 해제된다. 간 보스를 잡고 난 

뒤, 일반 몬스터를 80% 이상 잡으면 최종 보스를 

막는 벽이 해제된다. 마지막으로 최종 보스를 공격

하여 hp를 0으로 만들면 에피소드가 종료된다. 

가상 학습 환경에서는 에이 트가 2000 Step에 

도달하게 되면 기화가 진행되며, 에피소드가 

기화가 될 때마다 10에서 20 사이의 값으로 무작

 개수로 생성된 일반 몬스터들과 간 보스 1마

리, 최종 보스 1마리를 무작 의 치에 배치한다. 

가상 환경의 지형에도 무작 성을 주기 해 벽을 

배치하 는데, 벽은 지정된 치 9개의 치마다 

세 가지 타입  하나가 무작 로 배치된다. 벽의 

종류는 아  없거나, 일자형 벽, 십자형 벽이 있으

며 각 벽은 랜덤하게 회 되어 배치된다. 가상 환

경의 크기는 가로, 세로 30이다. [Fig. 5]은 에서 

설명한 학습 환경이 실제로 실행되는 이미지를 보

여 다.

[Fig. 5] Training Environment Screen

에이 트는 10가지의 행동을 선택할 수 있다. 8

가지는 8방향으로의 이동을 할 수 있고 1가지는 

주변 거리 1 이내에 군이 있을 시 공격, 마지막 

1가지는 아무것도 하지 않는 행동으로 두었다.

Stable baselines3에 측변수를 달하기 해

서 에이 트는 주변 환경 정보를 수집하여 float 

배열의 형태로 채운 뒤 달한다. 에이 트가 수집
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하는 측변수는 [Table 2]와 같다.

[Table 2] Type of Observation Variable

Name Type

Current step
Current step/

Maximum number of steps

Current location Current x, z coordinate

Direction of sight
Two-dimensional

direction vector

Agent status Stop, Move, Attack, Death

Ray information
Type, Distance,

Health power

Mid boss wall Open, Closed

Mid boss status Alive, Death

Final boss wall Open, Closed

Final boss status Alive, Death

Target in range True, False

[Table 2]에 있는 Ray 정보의 Ray는 에이 트

로부터 뻗어 나가는 직선을 뜻하는데, Ray는 벽이

나 군에 닿게 되면 닿게 된 오 젝트의 종류, 거

리, 체력을 반환하게 된다. Ray는 실험 조군마다 

각기 다른 각도, 다른 Ray의 개수, 다른 거리로 뻗

어 나간다. 기 이 되는 에이 트는 120도에 거

리 15, 32개의 Ray를 쏘는 에이 트이며 각 Ray 

당 간격은 3.75도 간격이며 뻗어 나가는 거리는 15

로 설정하 다.

첫 번째 실험은 고정된 Ray의 사이 각에서 각

도를 조 하여 에이 트의 학습 속도와 성능을 비

교하 다. 기 인 모델 (a)를 기 으로 삼아 다

른 모델들은 Ray 간의 사이 각을 고정한 채 각도

를 달리하여 학습 진행하 다. 각각의 조군은 60

도, 270도, 360도로 설정하 으며 모델 이름은 (b), 

(c), (d)로 명명하 다.

[Table 3]으로 해당 모델들의 정보를 정리하

고 [Fig. 6]는 학습 환경 내 Ray가 학습 환경 크

기 비 에이 트의 시야를 시각화한 이미지이며 

왼쪽 부터 (a), (b), (c), (d) 순으로 배치하 다.

[Table 3] Control Group for Range of View

ID Range
Ray 

Number

Ray 

Angle
Distance

(a) 120 32 3.75 15

(b) 60 16 3.75 15

(c) 270 72 3.75 15

(d) 360 96 3.75 15

[Fig. 6] Visualization of Control Group for Range 

of View (Top Left (a), Top Right (b), Bottom Left 

(c), Bottom Right (d))

두 번째 실험은 고정된 각도에서 Ray의 수를 

달리하여 시야 사이 각을 조 해 실험 진행하 다. 

기 은 (a)이며 조군은 Ray의 개수를 기본형

의 반인 16개, 2배인 64개, 3배인 96개로 설정하

고 모델 이름은 (e), (f), (g)로 명명하여 학습 진

행하 다. [Table 4]는 해당 사항을 정리한 표이며 

[Fig. 7]는 해당 모델들의 시야를 시각화한 이미지

이다. 순서는 (a), (e), (f), (g) 순으로 표 하 다.
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ID Range
Ray 

Number

Ray 

Angle
Distance

(a) 120 32 3.75 15

(e) 120 16 7.5 15

(f) 120 64 1.875 15

(g) 120 96 1.25 15

[Table 4] Control Group for Ray

[Fig. 7] Visualization of Control group for Number 

of Ray (Top Left (a), Top Right (e), Bottom Left 

(f), Bottom Right (g))

세 번째 실험은 고정된 각도, 고정된 Ray의 수

에서 Ray가 뻗어 나가는 길이를 조 하여 실험 진

행하 다. 기 과 조되는 조군은 Ray의 거

리를 각각 5, 7.5, 22.5로 설정하여 학습 진행하

으며 조군의 모델 번호는 (h), (i), (j)로 명명하

다. [Table 5]는 해당 사항을 간략하게 정리하여 

표 하 으며 [Fig. 8]은 해당 모델들의 Ray를 이

미지로 표 한 것이다.

ID Range
Ray 

Number

Ray 

Angle
Distance

(a) 120 32 3.75 15

(h) 120 32 3.75 5

(i) 120 32 3.75 7.5

(j) 120 32 3.75 22.5

[Table 5] Control Group for Distance of View

[Fig. 8] Visualization of Control Group for 

Distance of View (Top Left (a), Top Right (h), 

Bottom Left (i), Bottom Right (j))

[Table 6]과 같이 보상함수 설계는 에이 트가 

빠르게 에피소드를 클리어할 시에 한 보상을 주

기 해 매 Step 마다 보상을 -0.005(1/환경 최  

Step 수) 씩 제공하 고 군을 공격하면 0.5씩, 

군의 hp를 0으로 만들었다면 5의 보상, 간 보

스는 10, 최종 보스를 잡았다면 15의 보상을 주도

록 설계하 다. 이어는 1의 공격력을 가지며 

일반 몬스터의 hp는 5, 간 보스와 최종 보스의 

hp는 10으로 설정하 다.



Journal of Korea Game Society JKGS ❙23

- Comparison of Learning Performance by Reinforcement Learning Agent Visibility Information Difference -

Description Reward

Every step -0.005

Attack enemy 0.5

Kill normal monster 5

Kill mid boss 10

Kill final boss 15

[Table 6] Design of Reward Functions

마지막으로 학습 속도 향상을 해 [Fig. 9]과 

같이 분산 에이 트를 사용하 다. 학습 시작 시, 

Stable baseline3에서 Unity에 생성되어있는 강화

학습 환경의 수 만큼 강화학습 환경을 생성 후, 각

각 환경을 Unity의 환경에 연결한다. 실험에서는 8

개의 학습 환경을 생성하 으며 각각의 환경은 

Stable baseline3의 강화학습 환경마다 일 일 

응으로 연결되어 있다.

[Fig. 9] Visualization of Eight Distributed Training 

Environment

4. 실험 결과

4.1 실험 결과 측정 방법

본 실험에서는 RPG게임의 인스턴트 던 을 가

상 환경으로 간략화하여 강화학습을 한 환경으로 

제공하 으며, 에이 트가 학습되는 진행 과정은 

[Fig. 10]의 콘솔창을 통해 실시간으로 확인할 수 

있다.

[Fig. 10] Process Screen for Agent Training

해당 환경에서 실행되는 강화학습에서 에이 트

의 시야에 해당하는 Ray에 서로 다른 측변수를 

주어 보상을 얼마나 많이 얻고 빠르게 에피소드를 

클리어하 는가에 한 실험을 진행하 다. 해당 

실험의 결과를 확인하기 해 TensorBoard [15]를 

사용하여 로그를 기록하고 그래 로 시각화하 다. 

학습에 한 데이터를 확인하기 한 그래 는 에

피소드당 보상 그래 와 에피소드의 길이를 나타낸 

그래  두 가지로 나 었다. 그래 의 기울기가 크

다면 그만큼 학습 속도가 더 빠르다는 것을 뜻하

며, 그래 에서 보상이 크고 에피소드 길이가 짧을

수록 학습 성능이 높다는 것을 뜻한다.
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4.2 시야 범  조  비교 실험

시야 범 를 조 한 모델들의 결과는 [Fig. 11]

과 [Fig. 12]로 나타내었다. 실험 진행한 학습 환경

에서 학습 결과는 (b), (a), (d), (c) 순으로 학습 

결과가 좋았다. 학습 도  (b)가 (a)보다 학습 속

도가 더 빨랐던 이유는 (b)는 (a)에 비해 측변수

가 었기에 환경에 한 인공신경망의 계산과정이 

었기 때문이지만, 결과 으로는 주변 환경에 

한 측변수가 (a)보다 었기에 최종 인 학습 속

도와 결과는 낮게 나타났다. 한 (d)가 (c)보다 학

습 속도와 결과가 더 좋게 나타났는데, 이는 시야 

정보 내 움직이고 있는 방향의 반  방향에 한 

정보는 비교  요하지 않았다는 것을 보여 다.

[Fig. 11] Reward Value Graph for Range of View

[Fig. 12] Episode Length Graph for Range of View

4.3 시야 Ray 수 조  비교 실험

측변수  Ray의 개수를 조 한 모델들의 결

과는 [Fig. 13]과 [Fig. 14]로 나타내었다. 학습의 

결과는 Ray가 은 순서 로인 (e), (a), (f), (g) 

순으로 나타났다. Ray가 많을수록 불필요한 정보

나 복되는 정보가 많았기에 해당 환경을 학습하

는 데 시간이 오래 걸렸음을 보여주며 Ray의 사이

사이가 비어있어 사각이 있더라도 학습에는 문제가 

없다는 것을 의미한다.

[Fig. 13] Reward Value Graph for Number of Ray

[Fig. 14] Episode Length Graph for Number of Ray

4.4 시야 거리 조  비교 실험

시야 거리를 조 한 모델들의 결과는 [Fig. 15], 

[Fig. 16]로 나타내었다. 학습 속도는 (j), (a), (i), 

(h) 순으로 나타났지만 수렴한 가장 높은 Reward

의 결과는 (j), (i), (a), (h) 순으로 나타났다. 학습 

환경에서 시야가 길수록 주변을 더 멀리 탐지할 

수 있으므로 거리가 더 긴 편이 학습 진행에 유리
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하 다. 다만 (a)와 (i)는 학습 속도에 유의미한 차

이가 나지 않았는데, 이는 시야가 어느 이상으로 

길지 않다면 학습 속도 면에서 많은 차이가 나지 

않다는 것을 의미한다.

[Fig. 15] Reward Value Graph for Distance of View

[Fig. 16] Episode Length Graph for Distance of 

View

마지막으로 [Table 7]로 실험 진행한 결과를 표

로 간단히 정리하 다. 이때 정리한 값은 그래 의 

Smoothing을 0.8로 두고 기록하 다. 수렴된 Step

의 지 은 보상을 기 으로 작성하 다.

첫 번째 실험인 시야 범  조  실험에서는 시

야가 넓을수록, 의미 없는 변수가 을수록 학습 

속도가 빠르다는 결론을 (d)모델을 통해 알 수 있

었고, 둘째로 시야 Ray 수 조  실험에서는 Ray

의 수가 과다하기보다 히 을 때가 학습 성

능이 더 좋다는 것을 모델 (e)를 통해 알 수 있었

다. 세 번째 실험인 시야 거리 조  실험에서는 시

야 거리가 긴 모델이었던 (j)를 통해 에이 트의 

시야 거리가 길수록 주변을 탐지하기 용이하므로 

성능이 더 좋다는 결론을 내릴 수 있었다.

[Table 7] Experimental Results for Visibility 

Information Difference

ID
Episode

Length

Converged

Reward

Converged

Step

(a) 634 123 737k

(b) 645 128 802k

(c) 433 128 622k

(d) 453 127 802k

(e) 458 125 655k

(f) 585 125 1.0m

(g) 664 127 1.0m

(h) 709 132 1.1m

(i) 501 131 802k

(j) 492 128 622k

5. 결론  향후 계획

본 연구에서는 일반 인 롤 잉 게임 상황에

서 시야를 정의하는 시야 범 , 시야 Ray 수, 시야 

거리 라미터들이 강화학습에 어떠한 향을 미치

는지를 확인해 보고자 하 다. 향후 연구에서는 각

각의 학습된 모델을 다양한 환경을 제공하고 모델

의 행동 양상을 기록하여 모델별로 어느 환경이 

더 좋은 성 을 내는지에 해 실험을 진행할 

정이다. 

강화학습은 인공지능이 주어진 환경에서 스스로 

발 해나가 환경을 효율 으로 풀어나가는 기술이

며 이는 가상 환경 제공이 유리한 게임 분야에서 

요긴하게 사용될 수 있는 기술이다. 본 논문에서 

제안하는 강화학습 임워크를 응용하면 사용자

의 수 에 알맞게 난이도를 조 하는 게임 밸런스 

업무, 혹은 사용자의 데이터를 학습하여 이를 모방

하는 비동기 이 시스템 구축이 가능하다. 한 

기존에 기획 에서 수작업으로 이루어지던 다양한 

라미터 최 화 작업에도 응용될 수 있을 것이다. 
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